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국 문 요 약

Fully Convolutional DenseNet(FC-DenseNet) 기반 

조건부 생성적 적대 신경망을 이용한 희소 뷰 CT 영상 재구성

   희소 뷰 CT 는 프로잭션 뷰가 일반적인 CT 보다 적기 때문에 환자에게 조사되는 

방사선량을 감소시킨다는 이점이 있다. 기존의 filtered backprojection(FBP) 알고리

즘은 희소 뷰 CT 영상 재구성에 필요한 프로잭션 정보가 충분하지 않기 때문에 한계

점을 지니고 있다. Iterative reconstruction 기법은 이러한 단점을 보완해줄 수 있

지만, 프로잭션 뷰의 수를 크게 줄이는 것은 대부분 비효율적으로 많은 시간 소요가 

존재하고 영상을 재구성하는데 어려움이 있다. 하지만 딥러닝 기반의 희소 뷰 CT 영

상 재구성을 하게 된다면 앞서 이야기한 단점들을 해결할 수 있다. 지금까지 여러 선

행연구들이 존재하지만 본 연구에서는 fully convolutional DenseNet(FC-DenseNet)을 

conditional generative adversarial network(cGAN)의 backbone 네트워크 구조로 활

용하여 희소 뷰 CT 영상 재구성을 제안한다.

   딥러닝 네트워크의 입력 및 출력 데이터는 45, 60, 90, 120 뷰의 CT 영상과 원본 

CT 영상으로 구성되어 있다. 환자 데이터는 두경부 CT 영상을 촬영한 27 명의 데이터

를 사용하였고 이 중 18 명의 환자 데이터는 딥러닝 네트워크 훈련에 사용되었고 나

머지 9 명의 환자 데이터는 훈련된 딥러닝 네트워크의 확인 및 검증 단계에 사용되었

다. 본 논문이 제시한 방법에 L1 손실함수와 L2 손실함수를 사용하여 결과를 얻었고 

훈련된 딥러닝 네트워크의 영상 재구성 정확도를 평가하기 위하여 Mean Squared 

Error(MSE), Peak Signal to Noise Ratio(PSNR), Structural Similarity Index(SSIM) 

이 사용되었다. L1 손실함수를 이용한 모델의 가장 좋은 점수는 MSE, PSNR, SSIM 순

으로 5.34, 39.87, 0.95 이다. L2 손실함수를 이용한 모델의 가장 좋은 점수는 5.89, 

39.61, 0.94 이다.

  본 논문이 제안한 딥러닝 네트워크 모델은 희소 뷰 CT 영상 재구성을 위해 cGAN 의 
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네트워크 구조를 활용하였고 이를 통해 예측된 결과는 기존의 영상 재구성 기법들에 

비해 더 정확한 재구성 영상을 얻을 수 있다는 것을 확인하였다.

핵심되는 말 : 희소 뷰 CT, 영상 재구성, 딥러닝, cGAN, FC-DenseNet
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제 1 장  서  론

  1.1 연구 배경 

   Computed Tomography(CT)는 임상에서 널리 사용되는 가장 필수적인 영상 촬영 방

법 중의 하나이다 [1]. CT는 환자에게 의료 혜택이라는 이점을 줄 수 있지만, 임상 

진단 시 환자에게 유해한 방사선량을 증가시킨다. 따라서 방사선량을 줄이는 것은 의

료 CT 연구에서 빼놓을 수 없는 주제이다.

   희소 뷰 CT 는 [그림 1]에서 볼 수 있듯이 기존의 CT 에서 사용되었던 많은 양의 

투영 데이터를 100 개 미만으로 줄임으로써 환자가 받는 방사선량을 획기적으로 줄일 

수 있다. CT 의 촬영 수를 줄이는 것은 환자에게 조사되는 방사선량을 줄이는 것과 

동시에 CT 촬영 속도를 향상시키기 위한 효과적인 방법이며, 이를 가능하게 할 시 의

료영상촬영에 있어 큰 발전을 가져올 수 있다.

그림 1-1. 기존의 CT(A)와 희소 뷰 CT(B)의 투영 데이터 수 비교  
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   하지만 촬영 수를 줄인 CT 를 임상에 사용하기에는 많은 어려움이 있다. 나이퀴스

트 샘플링(Nyquist Sampling) 조건이 성립하기 위한 요구사항 때문에 샘플링된 것이 

조건에 맞지 않을 경우 줄무늬 아티팩트(Artifact)를 생성하게 되고 이전에 샘플이 

부족한 투영 데이터에서 품질이 좋은 CT 영상을 재구성하는 것은 해결할 수 없는 문

제로 간주 되었다 [2].

   충분한 투영 데이터를 사용하면 이전부터 사용해오던 filtered backprojection 

(FBP)과 같은 방법으로 우리가 원하는 좋은 품질의 영상을 재구성할 수 있다. 그러나 

투영 데이터가 제한되어 있을 때 FBP는 의학적으로도 사용하기 힘든 줄무늬 아티팩트

를 발생시킨다 [3].

   이러한 문제를 해결하기 위해, total variation, compressed sensing, 사전학습 

과 같은 반복적으로 오차를 줄여가는 최적화 기반 방법이 영상 재구성 기법들로 연구

가 진행되었다. 하지만 이러한 연구는 기존에 사용하던 FBP 방법보다 좋은 결과를 가

져왔음에도 불구하고 좋은 영상을 얻기 위해 많은 시간이 필요하다는 단점으로 인해 

빠르게 영상의 결과를 확인하기에 적합하지 않았다.

   최근들어, 딥러닝(Deep Learning)은 컴퓨터 비전 분야에서 성공적인 결과를 가져

오고 있으며 앞서 말한 희소 뷰 CT 분야에서 말한 문제를 해결하기 위해 몇 가지 방

법들이 제안되었다. 첫 번째 방법은 Convolutional Neural Network(CNN) 기반으로 희

소 뷰 데이터로부터 FBP 방법으로 영상을 복원하고 이를 입력값으로 하였다 [4]. 두 

번째는 저화질 영상에서 고화질 영상으로 품질을 복원하는데 많이 사용되었던 U-Net

을 이용한 영상 재구성 방법도 제시되었다 [5]. 세 번째는 기존의 CNN 이 가지고 있

던 문제를 해결하기 위해 딥러닝 분야에서 더 나은 지각 성능을 얻는 방법으로 제시

된 conditional Generative Adversarial Network(cGAN) 기법을 사용해 희소 뷰 CT 로

부터 고품질 CT 를 얻는 연구또한 진행되었다 [6,7].

   마지막으로 Fully Convolutional DenseNet(FC-DenseNet)은 기존의 CNN, U-net 과 

같은 영상 복원에 사용되었던 모델들보다 영상을 초고해상도로 복원하는데 사용되어

오고 있다 [8].

   이 중 기존에 진행되었던 비교적 간단한 구조인 CNN 모델과 cGAN 을 이용한 희소 
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뷰 CT 재구성 연구에서 기존에 사용되었던 모델 대신에 영상을 초고해상도로 복원하

는 FC-DenseNet 모델로 대신한다면 기존의 결과보다 더 좋은 이미지 선명도 및 결과

를 얻을 수 있을 것으로 기대된다.

  1.2 연구 목적

   딥러닝 분야에서는 이미 의학 분야에서 영상 품질 향상을 위한 발전을 거듭하고 

있다. 하지만 희소 뷰 CT 영상 품질 향상에 뛰어난 딥러닝 네트워크 모델을 적용한 

사례는 극소수에 불과하다. 기존의 희소 뷰 CT 영상 품질 향상에 사용되었던 CNN 같

은 경우에는 파라미터 수를 굉장히 줄였고 컴퓨터 비전 분야에서 가장 많이 사용되어 

좋은 성능을 낸 방법이라고 볼 수 있다.

   또한, 낮은 화질의 영상이라도 기존의 방법들보다 흐리지 않고 더욱 선명하게 고

품질의 영상을 생성하는 cGAN 이라는 네트워크 또한 영상 품질 향상에 많은 기여를 

하고 있다 [그림 1-2]. cGAN 의 generator 에는 CNN 이 활용되어 더 좋은 영상을 만

들어 낼 수 있도록 연구가 진행되었다.

그림 1-2. Conditional Generative Adversarial Network (cGAN) 구조
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   하지만 각 장기나 조직의 구분 및 밀도를 중요시하는 의료 영상의 경우에는 한계

가 나타나는 경향을 보여준다. 이러한 문제를 해결하기 위해 딥러닝 모델의 layer 를 

보다 많게 구성하고 각 layer 가 가지고 있는 정보를 잃어버리지 않게 하기 위한 노

력이 필요하다.

   그래서 제시된 방법들 중의 하나가 FC-DenseNet 이다. FC-DenseNet 은 모든 딥러

닝 layer 의 feature map 을 그 이후의 모든 layer 의 feature map 에 연결하게 된

다. 이 방법은 처음 가지고 있던 정보를 잃어버리지 않게 함과 동시에 파라미터 수를 

굉장히 많이 줄일 수 있게 되고 연산량을 줄일 수 있게 된다. 이와 같은 성능을 가진 

FC-DenseNet 은 기존의 CNN 보다 좋은 성능을 낼 수 있게 된다 [그림 1-3].

그림 1-3. 딥러닝 네트워크 모델 구조 비교, CNN 구조(왼쪽) 및 FC-DenseNet 구조(오른쪽)



- 5 -

제 2 장  재료 및 방법

  2.1 연구 조건 

   연구에 사용된 데이터는 연세암병원에서 촬영된 27 명의 Head & Neck CT 를 사용

하였고 총 1916 장의 CT 영상으로 구성되어 있다. 딥러닝 네트워크 모델을 학습시키

기 위해 1306 장의 CT 영상이 사용되었다. 나머지 610 장의 CT 영상은 딥러닝 네트워

크 모델의 검증 및 확인을 위해 사용되었다.

   본 연구에서 사용되는 환자 영상들은 희소 뷰 CT 로 촬영된 영상들이 아니므로 입

력 데이터를 본 연구 목적에 맞게 45, 60, 90, 120 뷰 CT 영상으로 만들어주어야 한

다. 전처리 과정으로는, 음수값으로 표현되어 있던 배경 공기 값 또는 CT를 찍을 당

시 산란 되어 배경 값으로 표시되어있는 값들을 0 이상의 값들로 만들어주어 제가 제

시한 네트워크가 더 수월하게 훈련을 할 수 있도록 하여야 한다.

   새로운 희소 뷰 CT 영상 입력 데이터를 만들기 위해 영상 재구성에 사용되는 

Python 모듈 중 하나인 ASTRA 를 사용하여 2D fan-beam FBP 를 재현하였다. 이 과정

에서 사용되는 정보는 Sourse-to-Detector Distance 는 1005 mm, Sourse-to-Patient 

Distance 는 570 mm, Detector Length 는 881.58 mm, The number of Pixel 은 1344, 

Detector geometry 는 flat(Equispaced) 이고 이 값들을 이용하였다. 딥러닝 네트워

크 모델은 Tensorflow 2.0 을 사용하여 구현하였다. 하드웨어로는 CPU 보다 더욱 빠

른 속도록 데이터를 처리할 수 있도록 GPU 인 NVIDIA Geforce Titan RTX 를 사용하였

다.



- 6 -

  2.2 연구 방법 

   딥러닝 학습에 있어 가장 중요한 FC-DenseNet 은 기존에 있던 DenseNet 에서 조금 

더 발전한 딥러닝 네트워크 모델이다. DenseNet 은 각 layer 가 피드 포워드(Feed 

forward) 방식으로 다른 모든 층에 직접 연결되면 네트워크가 더 정확하고 훈련하기

가 더 쉬워진다는 것을 기반으로 한다. 그리고 다른 딥러닝 네트워크보다 훨씬 적은 

파라미터로 구성된다. 또한, 이러한 DenseNet 속성에 스킵 연결(Skip connection) 을 

추가하는 FC-DenseNet 은 딥러닝 네트워크 최적화 프로세스를 개선하고 네트워크 훈

련 속도를 높일 수 있다.

   FC-DenseNet 을 기반으로 본 연구에 맞게 새로 만든 희소 뷰 CT 영상 데이터 세트

에 맞게 FC-DenseNet 의 layer 를 수정하였다. 수정된 FC-DenseNet 은 4개의 전환 다

운 블록 (Transition down block)과 4개의 전환 업 블록 (Transition up block)으로 

구성된다. 각 블록은 ReLu – 3x3 Convolution 구조로 구성되어 있다 [그림 2-1]. 

그림 2-1. 데이터 세트에 맞게 수정된 FC-DenseNet 구조
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   FC-DenseNet 의 L1 손실함수와 L2 손실함수에 의해 학습되었다. L1 손실함수는 실

제값  와 예측값  의 오차의 절대값을 구하고 그 값들의 합을 나타낸다 (1-1). 

L1 손실함수의 특징은 이상치가 등장했을 때 L2 손실함수에 비해 덜 민감하게 딥러닝 

네트워크를 훈련시킬 수 있는 장점이 있다.

          
   (1-1)

   L2 손실함수는 실제값  와 예측값  의 오차의 제곱값을 구하고 그 값들의 

합을 나타낸다 (1-2). L2 손실함수의 특징은 이상치가 등장했을 때 L1 손실함수에 비

해 오차값을 제곱하게 되어 더 민감하게 딥러닝 네트워크를 훈련시키게 된다. 하지만 

이러한 특징은 이상치에 더 주목하여 딥러닝 네트워크를 훈련시킬 수 있는 장점이 있

다.

          
  (1-2)

   

   결과적으로 희소 뷰 CT 영상 데이터 세트에 맞게 수정된 FC-DenseNet 를 두 손실

함수로 cGAN 의 generator 를 학습시키는데 사용하였다. 이를 거쳐 생성된 영상을 

discriminator 가 제대로 생성된 영상인지 아닌지를 판별하게 된다. 본 논문에서는 

FC-DenseNet 을 학습시키는데 L1 손실함수와 L2 손실함수를 사용하여 두 손실함수가 

희소 뷰 CT 영상을 훈련하는데 어떤 차이를 가져오는지 비교 및 분석해보았다.
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  2.3 연구 결과 평가 

   영상의 품질이 어느 정도 향상되었는지 확인할 수 있는 정량적인 평가로는 총 세

가지 지표를 이용하여 본 논문의 결과 영상을 평가하였다.

   가장 먼저, 비교할 두 영상의 픽셀(x,y)간 차이를 제곱한 갑을 모두 합한 후 전체 

픽셀 수(XY)로 나눠 평균을 내는 Mean Square Error(MSE) 는 다음 식 (2-1)과 같다:

                                 

           
     

    (2-1)

   신호가 가질 수 있는 최대 신호에 대한 잡음비를 나타내는 Peak Signal-to-Noise 

Ration(PSNR) 는 다음 식 (2-2)과 같다. PSNR 을 사용하여 영상에서 생성된 영상의 

화질에 대한 손실 정보를 평가하고자 한다. 이는 해당 영상의 픽셀이 갖는 최대값 s 

의 제곱 값을 MSE 로 나누어 주어 계산한다.

         log (2-2)

                 

   MSE 와 PSNR 을 이용하여 영상의 품질을 평가할 수 있지만 이 식들을 사용할 때 

인간의 시각적 화질을 고려하지 않고 흐린 영상이라도 그 수치가 비슷하다면 좋은 점

수를 나타낼 경우가 있다. 이러한 맹점을 보완해줄 수 있는 지표인 Structural 

Similarity Index Map(SSIM, 2-3)을 사용하고자 한다. 이 지표는 수치적인 에러가 아

닌 두 영상(X,Y) 간의 휘도 , 대비 , 구조  를 평가하여 원본 영상과 비교할 수 

있어 의료 영상의 단순히 화질이 아닌 각 장기들이 잘 복원이 되었는지 사람이 보기

에 의료 영상으로써 사용될 수 있는지를 판단할 수 있게 한다. 식 (2-4)에서 L은 지

정된 동적 범위(Dynamic Range) 값이다.
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        ∙ ∙ 
  

  ∙  
  ∙ 

 

       
    

(2-3)

                                                           

        ∙
  ∙
    

(2-4)
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제 3 장  결  과

   [그림 3-1]은 본 논문에서 제안한 딥러닝 네트워크 모델을 L1 손실함수로 학습한 

결과 CT 영상이다. [그림 3-1]에 나타난 바와 같이, 기존의 FBP 기반 영상에서 볼 수 

있었던 줄무늬 아티팩트들이 대부분 사라진 것을 볼 수 있었다. 입력 데이터 중에서 

가장 낮은 45 뷰로 만든 결과 CT 영상에서는 smoothing 되는 현상이 발생하는 것을 

볼 수 있었지만, 아티팩트가 거의 사라졌다는 점과 내부 뼈와 윤곽선을 잘 예측한다

는 것을 보여주었고 입력 데이터의 뷰 수가 늘어날수록 내부 연조직 및 장기의 선명

도가 증가함을 확인할 수 있다. 각 희소 뷰 별 학습된 결과값은 [표 1]과 같다. [그

림 3-1]에서 육안으로도 확인할 수 있었지만, 실제 값들 또한 프로잭션 뷰가 증가할

수록 더 좋은 결과값을 나타내었다.

그림 3-1. L1 손실함수를 이용한  45(a, a′), 60(b, b′), 90(c, c′), 120(d, d′) 뷰로 만든 

결과 CT 영상과 원본 CT 영상(e, e′) 
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   [그림 3-2]는 본 논문에서 제안한 딥러닝 네트워크 모델을 L2 손실함수로 학습한 

결과 CT 영상이다. [그림 3-2]에서 볼 수 있듯이, L1 손실함수와 마찬가지로 기존의 

FBP 기반 영상에서 볼 수 있었던 줄무늬 아티팩트들이 대부분 사라진 것을 볼 수 있

었다. L1 손실함수로 결과를 내었던 것과 대부분 비슷한 값을 가졌다. 입력 데이터 

중에서 가장 낮은 45 뷰로 만든 결과 역시 마찬가지로 CT 영상에서는 smoothing 되는 

현상이 발생하는 것을 볼 수 있는 것으로 보아 L1 손실함수와 L2 손실함수를 이용하

여 딥러닝 네트워크를 온전한 CT 영상을 재구성하는 것에 한계를 보여주고 있다. 하

지만, L2 손실함수로 예측한 것 또한 아티팩트가 거의 사라졌다는 점과 내부에 있는 

그림 3-2.  L2 손실함수를 이용한  45(a, a′), 60(b, b′), 90(c, c′), 120(d, d′) 뷰로 만든 

결과 CT 영상과 원본 CT 영상(e, e′) 

표 1. L1 손실함수로 학습한 희소 뷰 CT 영상 측정 결과
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뼈 구조 및 윤곽선을 잘 예측한다는 것을 보여주었고 입력 데이터의 뷰 수가 늘어날

수록 내부 연조직 및 장기의 선명도가 증가함을 확인할 수 있다. 각 희소 뷰 별 학습

된 결과값들은 [표 1]과 같이 측정되었다. [그림 3-2]에서 육안으로도 확인할 수 있

었지만 [표 2]에서도 마찬가지로 실제 값들 또한 프로잭션 뷰가 증가할수록 더 좋은 

결과값을 나타내었다.

   본 논문이 제시한 방법을 L1 손실함수와 L2 손실함수에 따라 결과를 내었을 때, 

수치적으로는 L1 손실함수의 PSNR 과 SSIM 이 L2 손실함수에 비해 더 우수한 결과를 

낸다는 것을 확인할 수 있다. 하지만 육안으로 보았을 때 재구성된 CT 영상의 연조직 

및 내부 장기를 실제와 더 가깝게 예측한 것은 L2 손실함수인 것을 확인할 수 있다.

   [표 3]은 본 논문이 제시한 방법으로 결과를 낸 값과 선행연구들의 결과값을 비교

하였다. 딥러닝 네트워크를 사용하기 이전에 사용되었던 반복적 재구성 (Iterative 

reconstruction) 방법으로 total variation 을 사용하여 결과를 낸 값, CNN 기반의 

U-Net 을 사용한 Jin, et al.(2017)의 결과값, CNN 을 기반의 cGAN 을 사용한 Zhao, 

et al.(2018)의 결과값과 비교하여 보면 본 논문이 제시한 방법으로 희소 뷰 CT 영상

을 재구성한 값들이 훨씬 우수한 값을 나타내는 것을 볼 수 있다 [4,7]. 하지만, 

phantom 을 이용하여 데이터를 만든 Lee, et al.(2020)의 결과값과 본 논문의 결과값

을 보면 본 논문의 결과값이 비교적 낮은 값을 나타내는 것을 확인할 수 있다 [9]. 

표 2. L2 손실함수로 학습한 희소 뷰 CT 영상 측정 결과
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   여기서 주목해야 할 점은 일정한 환경과 내부구조를 가진 phantom 을 사용한 논문

과 실제 환자 데이터를 사용한 본 논문의 차이이다. 내부구조가 전반적으로 균등한 

값을 갖는 데이터를 사용하여 딥러닝 네트워크 모델을 훈련시키는 것에 비해 일반 환

자를 대상으로 촬영한 CT 영상은 환자마다 신체 내부구조가 다르다는 특징을 가지고 

있고 이를 딥러닝 네트워크 모델에 적용시키는 것이 더 힘들다는 것이다. 이러한 특

징을 이해하고 결과값을 보았을 때 더 예측하기 힘든 환경에서 본 논문의 결과값이 

우수하다는 것을 보여준다.

  

표 3. 본 논문이 제시한 모델과 선행연구들의 결과값 비교 
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제 4 장  고찰 및 결론

   본 논문에서는 희소 뷰를 활용한 영상 복원의 한계를 극복하기 위해 딥러닝 학습

을 기반으로 하는 영상 복원 방법을 연구하였다. 희소 뷰 CT 영상 재구성을 하기 위

하여 cGAN 에 데이터 세트에 맞게 수정된 FC-DenseNet 을 적용하였고 L1 손실함수와 

L2 손실함수를 사용하여 45, 60, 90 ,120 프로잭션 뷰로 만들어낸 입력 데이터를 

generator 와 discriminator 로 학습시켰다. 각 손실함수 별로 결과를 내어 MAE, 

PSNR, SSIM 으로 정량적인 평가를 내었고 각 손실함수 별 결과 영상을 비교해보았을 

때 PSNR 과 SSIM 을 가장 좋은 점수로 예측한 손실함수는 L1 손실함수이다. 하지만, 

육안으로 보았을 때 실제와 가까운 영상을 만들어 낸 것은 L2 손실함수라는 것을 확

인할 수 있었다. 또한, 기존의 딥러닝을 이용하여 희소 뷰 CT 영상 재구성을 시도했

던 연구들과 비교해본 결과, 처음에 제시했던 모델의 성능이 기존의 발표되었던 논문

들의 결과들보다 더 좋은 성적을 낸 것을 확인하였다. 이를 통해 본 논문에서 제안된 

방법은 기존에 발표되었던 연구들보다 더 적은 투영 데이터를 이용하여도 우수한 품

질의 CT 영상을 재구성할 수 있고 환자가 받는 방사선량을 효과적으로 줄일 수 있을 

것으로 기대된다.

   후속연구로는 딥러닝 네트워크 모델 훈련을 진행하는데 있어 CT 영상만을 활용하

는 것 외에 프로잭션 및 CT 영상을 추가로 데이터 세트에 추가하여 그 특징을 더 잘 

학습할 수 있도록 하는 방법, SSIM 손실함수나 perceptual 손실함수를 이용하여 훈련

을 진행해 보는 방법, 방사선종양학적인 측면에서 재구성된 CT 영상으로부터 내부 장

기를 자동으로 세분화를 할 수 있는지 시도해 보는 방법 등 다양한 연구가 더 진행되

어야 할 것으로 생각된다. 
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A B S T R A C T

Sparse-view CT reconstruction via Conditional Generative 

Adversarial Network (cGAN) Using Fully Convolutional 

DenseNet (FC-DenseNet)

                                                  Park, Inkyung

                                                  Dept. of Integrative Medicine

                                                  The Graduate School

                                                  Yonsei University

   Sparse-view CT benefits from reduction in dose of radiation to patient with 

fewer projection views than general. Conventional filtered-back projection 

(FBP) algorithm is limited due to the insufficient projection information 

required to sparse-view CT reconstruction. The iterative reconstruction 

complement the disadvantage, while it is mostly time-inefficient and 

challenging to dramatically reduce the number of projection views. 

Deep-learning-based sparse-view reconstruction could address the drawbacks. 

Though various trials made thus far, this work proposes a reconstruction with 

conditional Generative Adversarial Network (cGAN) based model that utilizes 

FC-DenseNet as a backbone network architecture.

   The input and output of the network were set to be sparse-view CT (45, 60, 

90, 120 views), and ground-truth CT (720-view). Patient cohort consisted of 27 

scans of head-and-neck patients: 18, 9, and 9 scans used for training, 

validating, and testing the proposed network. We trained GAN using FC-DenseNet 

and used L1 loss and L2 loss to obtain training results. The metrics for 

reconstruction accuracy of the trained network employed Mean Squared Error 
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(MSE), Peak Signal to Noise Ratio (PSNR), and Structural Similarity Index 

(SSIM).

   The generated image for our proposed model was assessed by MSE, PSNR, and 

SSIM. The best results of our model with L1 loss are 5.34, 39.87, and 0.95. The 

best result of our model with L2 loss are 5.89, 39.61, and 0.94.

   Our proposed network adopted GAN network architecture for sparse-view CT 

image reconstruction. It demonstrated that the trained network could achieve 

much more accurate reconstructed image than conventional FBP.

Key words : Sparse view CT, Image Reconstruction, Deep learning, cGAN, 

FC-DenseNet.


